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Visszacsatolt hálózatok

Pl.: kép feliratozás, 
képből szavak sorozata

bemenet

rejtett rétegek

kimenet



Visszacsatolt hálózatok

Pl.: dokumentum osztályozás,
szavak sorozatából címke

bemenet

rejtett rétegek

kimenet



Visszacsatolt hálózatok

Pl.: gépi fordítás,
Magyar szavak sorozatából, angol szavak sorozata

bemenet

rejtett rétegek

kimenet



Visszacsatolt hálózatok

Pl.: képkockánkénti video osztályozás,
Képkockák sorozatából, címkék sorozata

bemenet

rejtett rétegek

kimenet



Statikus bemenet sorrendi feldolgozása
Multiple Object 
Recognition with Visual 
Attention, Ba et al. ,2014
(DeepMind)



Statikus bemenet sorrendi feldolgozása
DRAW: A Recurrent 
Neural Network For Image 
Generation, Gregor et al., 
2015
(DeepMind)



Visszacsatolt neurális hálózat
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Visszacsatolt neurális hálózat
Bemeneti x vektorok sorozatát a következőképp tudjuk feldolgozni:

xt

RNN (ht)

yt

ht-1

Ugyanazt a függvényt, ugyanazzal a W 
paramétervektorral alkalmazzuk, az x sorozat 
minden xt elemére



Visszacsatolt neurális hálózat - klasszikusan
Bemeneti x vektorok sorozatát a következőképp tudjuk feldolgozni:

xt

RNN (ht)

yt

ht-1



Visszacsatolt neurális hálózat - példa
Karakter alapú nyelvi modell (char-rnn)

Lehetséges bemenetek:
[h, e, l, o]

Bemeneti tanító adatsor:
“hello”

Bemenet kódolása: 
1-az-n-ből (one-hot)

Kívánt kimenet:
következő karakter
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Visszacsatolt neurális hálózat - példa
Karakter alapú nyelvi modell

Lehetséges bemenetek:
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“hello”



Szöveg generálása visszacsatolt neurális hálózattal 
Van egy modellünk, ami egy adott 
karaktersorozatra megjósolja a 
következő karakter valószínűségi 
eloszlását.

Sorsoljunk egy karaktert ebből az 
eloszlásból, és használjuk fel a sorozat 
következő elemének.

https://github.com/karpathy/char-rnn
http://karpathy.github.io/2015/05/21/rnn-effectiveness/

xt

RNN 
(ht)

yt

xt+1

RNN 
(ht+1)

yt+1

...

https://github.com/karpathy/char-rnn
https://github.com/karpathy/char-rnn
http://karpathy.github.io/2015/05/21/rnn-effectiveness/
http://karpathy.github.io/2015/05/21/rnn-effectiveness/


A tanítóadatoknak csak a fantázia szab határt

x

RNN

y



Shakespeare



Wikipedia



Algebrai geometria tankönyv



Linux forráskód



A tanítás közben



Kép feliratozás

Explain Images with Multimodal Recurrent Neural Networks, Mao et al.
Deep Visual-Semantic Alignments for Generating Image Descriptions, Karpathy and Fei-Fei
Show and Tell: A Neural Image Caption Generator, Vinyals et al.
Long-term Recurrent Convolutional Networks for Visual Recognition and Description, Donahue et al.
Learning a Recurrent Visual Representation for Image Caption Generation, Chen and Zitnick

Microsoft COCO
[Tsung-Yi Lin et al. 2014]
mscoco.org

jelenleg:
~120K kép
~5 mondat mindegyikhez

http://mscoco.org
http://mscoco.org


Kép feliratozás



Kép feliratozás

X



Kép feliratozás



Kép feliratozás



Kép feliratozás



Kép feliratozás



Kép feliratozás



Kép feliratozás



Komplexitás növelése - több réteg
RNN:



Exploding/vanishing gradients probléma
http://i.imgur.com/vaNahKE.gifv

RNN vs LSTM gradients on the input weight matrix
Error is generated at 128th step and propagated back. No error from other steps. 

At the beginning of training. Weights sampled from Normal Distribution in (-0.1, 0.1). 

http://i.imgur.com/vaNahKE.gifv
http://i.imgur.com/vaNahKE.gifv


Exploding/vanishing gradients probléma
- A súlymátrixtól függően a hosszú időbeli kiterítés során a gradiens vagy 

exponenciálisan csökken, vagy exponenciálisan nő
- Növekedés esetén: gradient clipping
- Csökkenés esetén: nincs igazán jó egyszerű megoldás -> új módszerre van 

szükség: LSTM
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LSTM - Long Short-Term Memory
[Hochreiter, Schmidhuber:"Long short-term memory", 1997]

További infó: http://colah.github.io/posts/2015-08-
Understanding-LSTMs/

http://colah.github.io/posts/2015-08-Understanding-LSTMs/
http://colah.github.io/posts/2015-08-Understanding-LSTMs/
http://colah.github.io/posts/2015-08-Understanding-LSTMs/


LSTM - Long Short-Term Memory
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LSTM - Long Short-Term Memory



LSTM - Long Short-Term Memory

A ResNet-hez hasonlóan, a visszaterjesztett 
gradienst csak additívan móosítjuk (felejtő kaput 
leszámítva)



GRU - Gated Recurrent Unit
[Learning phrase representations using rnn encoder-decoder for statistical machine translation, Cho et al. 2014]

- Hasonlóan jó, mint az LSTM
- Nincs külön cella állapot, csak a kimenet



ESN - Echo state network
[Herbert Jaeger “Echo State Network” 2007]

- 1. Random RNN
- Szivárgó (leaky) integrátor
- minden mindennel összekötve
- Kimeneti neuronok

- 2. Harvest reservoir states
- Tanítóadatokkal szimuláljuk a hálózatot
- A kimeneti idősort tároljuk el

- 3. Compute output weights
- Lineáris regresszióval

- Az eltárolt kimeneti idősor és a kívánt kimenetek 
között

- (Extreme learning machine (ELM))



ESN - Echo state network
[Herbert Jaeger “Echo State Network” 2007]

Rendszeregyenletek:



ESN - Echo state network
[Herbert Jaeger “Echo State Network” 2007]
Rendszeregyenletek:

Bemeneti sorozatból rendszerállapot sorozat:



ESN - Echo state network
[Herbert Jaeger “Echo State Network” 2007]

Tanítás:

vagy

vagy

Wiener-Hopf

pszeudo-inverz

Ridge-regression (Tikhonov regularizáció)



Hivatkozások
A prezentáció a következő helyekről vett tartalmakkal készült:

● CS231n: Convolutional Neural Networks for Visual Recognition, Stanford 
University

○ http://cs231n.stanford.edu/syllabus.html

● Understanding LSTM Networks
○ http://colah.github.io/posts/2015-08-Understanding-LSTMs/

● The Unreasonable Effectiveness of Recurrent Neural Networks
○ http://karpathy.github.io/2015/05/21/rnn-effectiveness/

http://cs231n.stanford.edu/syllabus.html
http://cs231n.stanford.edu/syllabus.html
http://colah.github.io/posts/2015-08-Understanding-LSTMs/
http://colah.github.io/posts/2015-08-Understanding-LSTMs/
http://karpathy.github.io/2015/05/21/rnn-effectiveness/
http://karpathy.github.io/2015/05/21/rnn-effectiveness/

