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A mérési adatokból történő tanulás, illetve a fekte doboz modellezési feladatoknál a kernel módszerek, ezeken belül pedig –a Vladimir Vapnik által bevezetett– Szupport Vektor Gépek (Support Vector Machine – SVM) egyre szélesebb körben kerülnek alkalmazásra. Ennek köszönhetően ez a témakör napjainkban egy igen intenzíven kutatott terület, mely fokozatosan egy önálló kutatási területté nőtte ki magát a hagyományos intelligens rendszerek témaköreiben. Kutatásaim során valós mérésekkel gyűjtött –rendszerint zajos- adatok alapján történő rendszermodellezéssel, illetve osztályozási és függvény approximációs modellezési feladatokkal foglalkoztam.

A kernel módszerek, illetve gépek működésének lényege, hogy az eredeti megfogalmazásában még komplex nemlineáris megoldást igénylő feladatot, illetve a feladatot reprezentáló mintákat, nemlineáris transzformációk segítségével egy a bemeneti mintatér dimenziójánál több dimenziós térbe transzformálja, ahol az már lineárisan megoldható. Az egyik legismertebb és legelterjedtebben használt kernel alapú megoldás a szupport vektor gép, amely számos előnyös tulajdonsága miatt hamar a kutatások középpontjába került.

A SVM modell egyik legnagyobb előnye, hogy egy garantált felső korlátot ad az approximáció általánosítási hibájára. Egy másik fontos jellemzője, hogy a tanulási algoritmus törekszik a modell méretének, komplexitásának minimalizálására (ritka -sparse- modellt alkot). Ez a hiba rovására történik, de mértéke egy paraméterrel szabályozható. A szupport vektor gép ahogy nevéből is látszik úgynevezett szupport vektorokat választ ki a tanító minták közül, melyek a kialakított modell alapját adják. A modell komplexitása, az SVM neurális értelmezése szerint a neuronok száma, megegyezik a szupport vektorok számával. 

A hagyományos SVM alkalmazásának legnagyobb akadálya a módszer nagy algoritmikus komplexitása és a nagy memóriaigény, ami gátolja a valós problémákban történő felhasználást. Ezen probléma megoldására számos megoldás született. Ezek az algoritmusok többnyire iteratív megoldások, melyek a nagy optimalizálási feladatot kisebb feladatok sorozatára bontják. Az egyes szeletelési „chunking” algoritmusok főként a feladat dekomponálás módjában -a részfeladatok meghatározásában- különböznek. 

Az algoritmikus komplexitás legyőzésének egy másik lehetséges módja az LS-SVM alkalmazása. Az LS-SVM bevezetése Johan Suykens nevéhez fűződik. A módszer lényege, hogy az eredeti SVM kialakításában végrehajtott módosítások révén (pl. négyzetes hibakritérium alkalmazása) a korábban kvadratikus programozást igénylő optimalizálási feladat egy egyszerű lineáris egyenletrendszer megoldására módosul. Az így kialakított modell azonban jelentősen eltér a hagyományos SVM eredményétől. A módszer alkalmazásának egyik legnagyobb hátulütője, hogy nem válogat szupport vektorokat a tanítóminták közül, azaz minden tanítópont része a megoldásnak, így a modell nem ritka. Erre a problémára Suykens egy iteratív metszési „pruning” eljárást vezet be, ami azonban jelentősen növeli a módszer számításigényét, valamint a méret csökkentésével arányosan jelentős romlást eredményez a modell pontosságában.

A valós feladatokban általában nagy mennyiségű adattal kell dolgozni, ezért különösen fontos, hogy – ellentétben a hagyományos LS-SVM-el – a kiszámított modell komplexitása független legyen a tanítópontok számától, ugyanakkor a modell pontossága érdekében minden rendelkezésre álló adatot felhasználjunk. Kutatásaim során az LS-SVM olyan kiterjesztésére adtam eljárásokat, amelyek lehetővé teszik, hogy egyszerűen hatékonyan és kontrollálható módon hozhassunk létre ilyen modelleket.

A ritka LS-SVM kialakítására irányuló kutatásaim során kidolgoztam egy olyan részleges redukciós eljárást, amely lehetővé teszi, hogy az összes tanítóminta felhasználása mellet egy redukált, kevesebb tanítómintán –szupport vektoron- alapuló modellt hozzunk létre. Ehhez a megoldáshoz először meg kell határozni a redukált modell alapját jelentő szupport vektorokat, amire szintén megoldást adok. A szupport vektorok meghatározására kidolgozott eljárásom csökkenti az LS-SVM és az SVM közötti különbségeket, mert az általa meghatározott szupport vektor szám – hasonlóan az eredeti SVM-hez – egy paraméterrel állítható. Ezzel a paraméterrel tehát a modell komplexitása és pontossága közötti súlyozást lehet megadni. 

A részleges redukciós eljárás egyik vonzata, hogy bár a modell komplexitását, így szabadságfokát lecsökkentem, az összes tanítópontot, azaz a modellre vonatkozó megkötést megtartom. Az LS-SVM esetében a nemlineáris transzformációval létrehozott térben (kernel tér) csak egyetlen lineáris megoldást kereshetünk, mert a tér dimenzióinak száma megegyezik az ide leképezett pontok számával. A részleges redukció esetén azonban a kernel térben sokkal több pont áll rendelkezésünkre, mint ahány dimenziós megoldást keresünk. Ennek eredményeképp egy olyan túlhatározott rendszer áll elő, amelynek már nem csak egy lehetséges megoldása van, hanem különböző szempontokból optimális megoldások kereshetők.  

A részleges redukcióval létrehozott kernel térben lehetőség van az eredeti LS-SVM-nek megfelelő négyzetes hiba alkalmazására, de a tanítóminták statisztikai jellemzőinek figyelembevételével egyéb más szempontokból optimális megoldások is kereshetők. Ezek a zajos adatok kezelésében kivételes lehetőségeket nyújtanak. Megoldást mutatok a zaj hatásának csökkentésére, valamint outlierek detektálására, hatásának csökkentésére. A zajos adatok kezelésére adott megoldásaim összevethetőek az LS-SVM-hez adott hasonló kiegészítésekkel.

A zajos adatok kezelése kapcsán valójában a kernel térben keresett lineáris megoldás optimálására vonatkozó lehetőségeket használtuk ki. A részleges redukció azonban lehetővé teszi, a kernel térbeli megoldás még általánosabb felfogását. A részleges redukció hatására a kernel térben előálló többlet információ lehetővé teszi, hogy itt szakaszonként lineáris vagy akár nemlineáris megoldásokat keressünk. Ez –a többrétegű modell kialakításának lehetősége- szintén a kisebb modell lehetőségét hordozza, de megmutatom, hogy lehetőséget ad például az inkrementális tanulás egy hatékony implementációjára.

A fent bemutatott módszereket különböző elterjedt benchmark problémákra, illetve valós ipari rendszermodellezési feladatokra alkalmazom.

A tézisekben bemutatott eredmények:

· Bemutatok egy speciális részleges redukciós eljárást, mellyel az LS-SVM által kialakított modell komplexitása jelentősen csökkenthető, a pontosság romlása nélkül.

· Megmutatom, hogy a részleges redukcióval elért modell minősége jobb, mint egy hasonló méretű, de az eddig alkalmazott teljes redukciós eljárással nyert modell minősége.

· A részleges redukció hatására az LS-SVM esetén is értelmezhető a „szupport vektor” fogalma. Megmutatom, hogy ilyen értelemben csökken az LS-SVM és a hagyományos SVM közötti különbség.

· Megmutatom, hogy a részleges redukció lehetőséget ad a rögzítet méretű (Fixed size LS_SVM) hatékony megvalósítására.

· Módszert adok a részleges redukció végrehajtására, azaz a modellt alapvetően meghatározó szupport vektorok kiválasztására.

· Megmutatom, hogy a részleges redukció nem csak kisebb (ritka) modellt eredményez, hanem algoritmikusan is hatékonyabb az eredeti megoldásoknál.

· Bemutatom, hogy a feladat, a részleges redukció hatására megváltozott kernel térbeli reprezentációja módot ad arra, hogy általánosítsuk az LS-SVM megoldást, azaz az eddigi egy egzakt megoldás helyett különböző kritériumok szerinti megoldásokra juthatunk.

· Megmutatom, hogy az általánosított LS-SVM az optimalizálási lehetőségek révén jól használható zajos adatok esetén, a zaj kompenzálására vagy például az outlierek hatásának csökkentésére.

· Megmutatom, hogy a részleges redukcióból eredő általánosítási lehetőségek, megnyitják az utat a kernel térben nemlineáris (vagy csak szakaszosan lineáris) megoldások, azaz például a több rétegű LS-SVM elkészítéséhez.

· Bemutatom, hogy a kernel térben kialakított szakaszosan lineáris megoldás hatékony alapja lehet az inkrementális tanítás megvalósításának.

Budapest, 2005. október 18.

